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Contenidos temáticos 

1. Introducción 
1.1. ¿Qué es un clasificador? 
1.2. Dos enfoques para la predicción 
1.3. Un poco de teoría estadística de decisiones 
1.4. Clases de estimadores 
2. Aprendizaje supervisado 

2.1. Clasificadores Lineares  
2.1.1. Introducción a la regresión lineal  
2.1.2. Estimación lineal del error cuadrático medio: Forma canónica, Gradiente descendiente  
2.1.3. Regularización  
2.1.4. Discriminador lineal de Fischer  
2.1.5. Regresión logística  
2.1.6. Selección de características  
2.1.7. Métodos de “Shrinkage”: Regresión de Ridge, LASSO2.  

2.2. Gradiente descendiente y el gradiente descendiente estocástico 
2.2.1. El método del gradiente descendiente  
2.2.2. Aplicación a la función de costo de error cuadrático medio  
2.2.3. Aproximación estocástica  
2.2.4. El algoritmo adaptativo de mínimos cuadrados medios  
2.2.5. ADAM - Estimación adaptativa del momento  

2.3. Clasificadores probabilísticos  
2.3.1. Funciones discriminantes  
2.3.2. Naive Bayes  
2.3.3. Máxima verosimilitud 



2.3.4. Maximización de la expectación y mezcla de Gaussianas  
2.3.5. Maximum a Posterior  
2.3.6. Modelos generativos versus modelos discriminativos  

2.4. Métodos de Kernels  
2.4.1. Introducción  
2.4.2. Máquinas de soporte vectorial 
2.4.3. Aprendiendo en espacios de Kernel de reproducción de Hilbert  

2.5. Algoritmos de árbol 
2.5.1. Árboles de decisión 
2.5.2. Árboles Random 
2.5.3. Árboles de Bagging 
2.5.4. Variantes  

2.6. Hidden Markov Models 
2.6.1. Introducción 
2.6.2. Los tres problemas        
2.6.3. Algoritmo Fordward 
2.6.4. Algoritmo de Viterbi 
2.6.5. Algoritmos de Baum-Welch 

2.7. Redes Neuronales 
2.7.1. Perceptron 
2.7.2. Perceptron multicapa 
2.7.3. El teorema de aproximación universal 
2.7.4. Redes convolucionales profundas 

2.8. Problemas importantes 
2.8.1. El dilema de Bias-Varianza 
2.8.2. La matriz de confusión 
2.8.3. Validación K-Cross 

2.9. Preparación de la data 
2.9.1. Preprocesamiento 
2.9.2. Métodos estadísticos 
2.9.3. Separabilidad de las clases 
2.9.4. Selección de características 
2.9.5. Generación de características 
2.9.6. Discriminante de Fisher 
2.9.7. Reducción de dimensionalidad 

2.10. Combinando de clasificadores 
2.10.1. Promedio Bayesiano 
2.10.2. Comités 
2.10.3. AdaBoosting 
2.10.4. Boosting gradiente 

3. Aprendizaje no supervisado 
3.1. Clustering 

3.1.1. Medidas de proximidad 
3.1.2. K-Means, K-Meoids, K-Centers 
3.1.3. Clustering Jerárquico 
3.1.4. Clustering para big data sets 
3.1.5. Clustering espectral medidas de calidad 

3.2. Rules asociativas 
3.2.1. The Market Problem 
3.2.2. The Apriori Algorithm 

3.3. Locality sensitive hashing 



3.3.1. búsqueda de elementos en alta dimensionalidad 
3.3.2. Locality sensitive hashing 

3.4. Estructura de la web 
3.4.1. Algoritmo de page rank 
3.4.2. Búsqueda de comunidades 

3.5. Aprendizaje semi-supervisado 
3.5.1. Introducción a aprendizaje semi-supervisado 
3.5.2. Métodos gráficos 
3.5.3. Transducción 
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